
Original Article, Vol. 10, No. 1, Spring, 2022, pp 15-36 
 

Desert  Management 
www.isadmc.ir 

 

 
Iranian Scientific Association of Desert 

Management and Control 

 

 

 
This work is licensed under a Creative Commons Attribution 4.0 International License. 

 doi  10.22034/JDMAL.2022.545156.1361  

 

Comparative Evaluation of Statistical Models and Artificial Intelligence for 

Drought Prediction in Isfahan Synoptic Station  

H. Zarepour1, A.A. Vali2*, H. Ghorbani3, S.J. Sadatinejad4, S.H. Alavinia5 

 PhD Student in Desert Management and Control, Department of Desertification, Faculty of Natural 

Resources and Earth Sciences, University of Kashan, Kashan, Iran. 

 Associate Professor, Department of Desertification, Faculty of Natural Resources and Earth Sciences, 

University of Kashan, Kashan, Iran. 

 Assistant Professor, Department of Statistics, Faculty of Mathematical Sciences, University of Kashan, 

Kashan, Iran. 

 Associate Professor, Department of New Energy and Environment, Faculty of Modern Science and 

Technology, University of Tehran, Tehran, Iran. 

 Assistant Professor, Department of Watershed Management, Faculty of Natural Resources and Earth 

Sciences, University of Kashan, Kashan, Iran.  

* Corresponding Author: vali@kashanu.ac.ir  

 

Received date: 18/12/2021            Accepted date: 25/01/2022 

Abstract 
Meteorological drought is a complex natural disaster that occurs everywhere in the world. Predicting the 

occurrence and severity of drought can be effective in managing water crises and their impacts. The 

purpose of the current study is to select the most appropriate model from statistical models and artificial 

intelligence (artificial neural networks) to predict drought in Isfahan synoptic station during the span period 

of 1990-1920 using the Z-Score index (ZSI). In this study, the capability and efficiency of the SARIMA 

stochastic linear model and three advanced learning machine models of the Feedforward Neural Networks 

(FNNs), Multi-layer Perceptron (MLP), and Extreme Learning Machines (ELM) were evaluated based on 

Root Mean Squared Error (RMSE), Mean Absolute Square Error (MASE) and Mean Absolute Error 

(MAE). The results showed that among the many models made, the Feedforward Neural Networks (FNNs) 

model with RMSE of 0.33, MASE of 0.02, and MAE of 0.22 were selected as the best model. Using the 

superior model, precipitation for the period of 2025-2021 of Isfahan synoptic station was predicted, then 

based on the ZSI drought index, drought intensity of forecast precipitation data in 3, 6, 9, 12-month time 

scales, 18, and 24 months was calculated. The results of drought severity predicting showed that severe 

drought in 3 and 6 month time scales in 2021 and 2023 and in 9 and 18 month time scales in 2024, moderate 

drought in all time scales in 2024, and weak droughts occurred at the 3, 6, and 24-month time scales in 

2024 and 2025, respectively. Overall, the results showed that the use of feed neural network model was 

more efficient. Since predicting drought at all time scales can reveals drought more accurately, this 

predicting in turn to facilitate the development of water resources management strategies for management 

of drought is effective. 

Keywords: Extreme Learning Machines (ELM) Model; Feedforward Neural Networks (FNNs) Model; 

Multi-layer Perceptron (MLP) Model; SARIMA Mode; Z-score index (ZSI) 
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 یدیهمد ستگاهیادر خشکسالی  ینیبشیپ برای یو هوش مصنوع یآمار یهامدل یقیتطب یابیارز

  اصفهان

 5نیا، سیدحسن علوی4، سیدجواد ساداتی نژاد3قربانی حمید، *2عباسعلی ولی، 1پورهادی زارع

 . رانیدانشگاه کاشان، کاشان، ا ن،یو علوم زم یعیدانشکده منابع طب ،ییزداابانیگروه ب ابان،یو کنترل ب تیریدانشجوی دکتری مد. 1

 .رانیدانشگاه کاشان، کاشان، ا ن،یو علوم زم یعیدانشکده منابع طب ،ییزداابانیگروه ب ار،یدانش. 2

        .رانیکاشان، ا، دانشگاه کاشان ،یاضیرعلوم گروه آمار، دانشکده  ار،یاستاد. 3

 .           رانیدانشگاه تهران، تهران، ا ن،یدانشکده علوم و فنون نو ست،یز طینو و مح یهای،گروه انرژ اریدانش. 4

 .رانیدانشگاه کاشان، کاشان، ا ن،یو علوم زم یعیدانشکده منابع طب ،یزداریگروه آبخ ار،یاستاد. 5

 Vali@kashanu.ac.irنویسندۀ مسئول: * 

 05/11/1400تاریخ پذیرش:          27/09/1400تاریخ دریافت: 

 چکیده
شدت خشکسالی وقوع و بینی پیش شود.مشاهده می زمین کره کل طبیعی، پیچیده ومخرب است که در هواشناسی رخدادی خشکسالی

های ترین مدل، از بین مدلهدف از پژوهش حاضر انتخاب مناسب ناشی از آن مؤثر باشد. بحران آب و خسارتتواند در مدیریت می

شاخص  از، با استفاده 2020تا  1990در ایستگاه همدیدی اصفهان در دوره آماری  خشکسالی بینیپیشبرای  آماری و هوش مصنوعی

پیشرفته ماشین یادگیری؛  مدل و سه SARIMAخطی تصادفی  مدل ییآکارقابلیت و  باشد. در این مطالعه( میZSI) استاندارد معیار

 شهیرمعیار  بر اساس(، ELMی )افراط یریادگی یهانی، ماش(MLP) ، پرسپترون چندلایه(FNNs) خورشیپبی مصنوعی شبکۀ عص

( مورد ارزیابی قرار گرفت، MAEخطاها ) مطلق قدر ( و میانگینMASEمیانگین مجذور خطای مطلق )(، RMSE)مربعات خطا  نیانگیم

 MASE، 33/0برابر  RMSE ریبا مقاد( FNN) خورشیپبی مصنوعی شبکۀ عصمدل  شدههای ساختهانبوه مدل نینشان داد که از ب جینتا

ماه آینده ایستگاه همدیدی اصفهان از  60ست. با استفاده از مدل برتر، بارش ابینی پیش بهترین مدل 22/0برابر  MAEو  02/0برابر 

در   ZSIخشکسالیشاخص  بر اساسبینی شده های بارش پیشداده خشکسالیشدت  ،بینی شد. سپسپیش 2025تا سال  2021سال 

های شده نشان داد، در مقیاسبینیی پیشهاخشکسالیبه شد. نتایج ارزیابی شدت ماهه محاس 24و  18، 12، 9، 6، 3های زمانی مقیاس

 خشکسالیشدید،  خشکسالی 2024ماهه در سال  18و  9های زمانی و در مقیاس 2023و  2021های ماهه در سال 6و  3زمانی 

و  2024های ماهه در سال 24و  6،  3های زمانی ضعیف در مقیاس خشکسالیو  2024های زمانی در سال متوسط در همه مقیاس

 جا آن ازاست.  دارای کارآیی  بیشتری خورشیپ یشبکه عصب مدل استفاده از که نشان داد جیدر مجموع نتا اتفاق خواهد افتاد. 2025

 ینوبه خود برابینی بهپیشاین  را با وضوح بیشتری آشکار کند، خشکسالی تواندهای زمانی میانجام شده در همه مقیاس بینیپیش که

 است. مؤثر منابع آب تیریمدراهبردهای توسعه  در لیتسه

های ؛ پرسپترون چندلایه؛ ماشینخورشیپ؛ مدل ساریما؛ شبکۀ عصبی مصنوعی استانداردشاخص معیار کلیدی:  واژگان

 یادگیری افراطی
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 مقدمه ◼

تغییرپذیری شرایط اقلیمی،  عارضه در نیترمهم

ی اپدیده را اگرچه خشکسالی. باشدمیهواشناسی  خشکسالی

عادی هر اقلیمی  هایویژگیاز ، اما کندتصادفی تلقی می

در هر اقیلم به شکل مشخصات آن  شود کهمحسوب می

(. تحقیقات نشان داده 26)دهد میمتفاوت با اقلیم دیگر 

های خاص است که فقدان تعریف دقیق و عینی در موقعیت

بوده که منجر به عدم  خشکسالیمانعی بر سر راه درک 

گذاران گیری بهنگام و عدم اقدام مدیران، سیاستتصمیم

ادامه داشته  هاسال تواندمی خشکسالی(. 60شده است )

باشد و اثرات مخربی بر کشاورزی و منابع آب داشته باشد. 

دشوار  خشکسالیممکن است تعیین زمان شروع یا پایان 

کوتاه باشد، فقط چند ماه طول  تواندمی خشکسالیباشد. 

که بعد از  انجامدیببه طول  هاسال تواندیمبکشد یا 

لیه بازگشت شرایط آب و هوایی به حالت عادی و او

تأثیرات  کهییآنجا از(. 25به پایان برسد ) خشکسالی

، حتی ممکن کندمیی ظهور پیدا کندبهدر ابتدا  خشکسالی

ی خوببهتا زمانی که تثبیت نشده باشد،  خشکسالیاست 

 (.15داده نشود ) تشخیص

منطقه اصفهان جزء مناطق خشک و  که آنجا از

گردد و از دیگر سو در خشک بیابانی محسوب مینیمه

اقلیمی، هیدرولوژیکی،  یهاخشکسالیهای اخیر انواع سال

اجتماعی در منطقه حادث گردیده  -یاقتصادکشاورزی و 

 برایخشکسالی  وقایع تاریخ تحلیل و . تجزیه(48) است

آینده این  درلی خشکسا بروز احتمالی خطرات تعیین

 هاروش از یکی (،30باشد )می منطقه بسیار مهم و ضروری

مورد استفاده  هاخشکسالیو ابزارهایی که برای بیان کمی 

بر  که (.3باشد )می خشکسالیهای گیرد شاخصقرار می

 تحلیل و تجزیه ،خشکسالی ریسک توانیها مآن پایۀ

 یزمان یهااسیمقرا در خشکسالی مدت  طول شدت،

 ییکبینی کرد.  و پیش یارزیاببرای گذشته و آینده  مختلف

 ، شاخص معیارخشکسالیی هاترین شاخصاز جامع

خشکسالی و  هایباشد که در بررسیمی (ZSI) 1استاندارد

های مشخص (. با پژوهش21کاربرد فراوانی دارد ) یترسال

 
1 ZSI: Z-Score Index   
2 ARMA: Autoregressive Moving-Average  

در  خشکسالیها توانایی خوبی برای پایش شد که شاخص

نسبت به  ZSIهای متفاوت دارند و برتری شاخص مقیاس

نواقص  ZSIبه این دلیل است که شاخص  SPIشاخص 

کند و چون برای ها قبول میآماری را در بین سری داده

ها و برازش توزیع تبدیل داده به ZSI شاخص محاسـبه

انجام  SPIر مطابق آنچه د IIIرسون نوع مانند گاما و یا پی

تری دارد به همین دلیل محاسبات ساده نداردنیاز گردد، یم

ی هااسیمق(. از نتایج ارزیابی این شاخص در 44 ،36، 1)

 یهااسیو در مق یکشاورز اهداف یمدت براکوتاه زمانی

مورد استفاده قرار  یدرولوژیه اهداف یبلندمدت برازمانی 

 (.27) ردیگمی

و  یزیربرنامه یبرا نقش مهمی خشکسالی ینیبشیپ

 یمنف یامدهایمنابع آب در به حداقل رساندن پ تیریمد

 متغیرهای بینیپیش در متداول هایروش. (19دارد ) آن

 توجه با گیردمی قرار استفاده مورد امروزه که هواشناسی

 داشتن همچنین و اندک دقت انسانی و خطایاحتمال به

 دارای های زیاد،محاسبه و هاداده از انبوهی حجم

 و با ابداع محققان (. امروزه19باشند )می محدودیت

های روش های آماری وروش چون علومی پیشرفت

 از مستقل و پذیرانعطاف و توانمند ابزاری که هوشمند

 راه در را هاییگام سیستم هستند دینامیکی هایمدل

 هواشناسی مهم پارامترهای بینیپیش و شناخت

بینی های آماری برای پیشمدل .(49، 22اند )برداشته

های سری زمانی روش بر اساسهیدرولوژیک  خشکسالی

های های رگرسیون و مدل(. مدل10شود )استفاده می

های معمولی مدل (ARMA)2میانگین متحرک اتورگرسیو

بینی هستند. ی زمانی آماری برای پیشهای سربرای روش

 ازآنجاکه(. 14های خطی هستند )ها اساساً مدلاین مدل

 مفهوم کاربرد با زمانی هایسری تحلیل بر اساس بینیپیش

 مورد مدتکوتاه هایبینیپیش برای زیادی منابع در هامدل

 3پیاپی همبستگیگرفته است، این به دلیل  قرار استفاده

 خود از باشدمی زمانی هایسری در موجود مشاهدات بین

های زمانی خود همبسته میانگین سری اصلی هایویژگی

3 Serial Correlation 



 18  ...ی نيبشيپ برای یو هوش مصنوع یآمار یهامدل یقيتطب یابيارز

 

 

(. 58، 20باشد )می (SARIMA) 1فصلی شدهقیتلفمتحرک 

بهترین  SARIMAهای سری زمانی با استفاده از مدل

بر آید. مدل مذکور می به دستبرازش برای هر مدل 

(. از بین 42شود )( انتخاب میAIC) 2آکائیکپایۀمعیار 

آزمون نکویی برازش،  بر اساس، شدهدادههای برازش مدل

شود. مقایسۀ بین آمار واقعی و آمار مدل برتر انتخاب می

 دشدهیتولهای ، همچنین حدود اطمینان دادهدشدهیتول

، صورت گرفته و در پایان مدل شدهانتخابمدل  دیتائبرای 

ی بارش و بررسی روند نیبشیپبرای  دهمورداستفا

 (.28گیرد )در آینده مورد استفاده قرار می خشکسالی

شدت به هیدرولوژیک فرآیندهای از بسیاری ازآنجاکه

 فرآیندهای قوانین تابع غیرایستایی بوده و و خطیغیر

 یهاستمیسهای اخیر در دهه(. 56تصادفی هستند )

 یهاپدیده ینیبشیپ یطور گسترده برابه هوشمند

های عصبی شبکه(. 6) ردیگیقرار م استفاده مورد یرخطیغ

بینی سازی و پیشتوانایی زیادی در مدل (ANN) 3مصنوعی

ثابت در هیدرولوژی و های زمانی غیرخطی و غیرسری

مهندسی منابع آب به دلیل خاصیت غیرخطی ذاتی و 

، 5اند )دادهسازی از خود نشان پذیری برای مدلانعطاف

 اندعبارتهای عصبی مصنوعی شبکه (. برخی از مزایای59

قادرند رابطه بین متغیرهای ورودی و خروجی  هاآن -1از: 

 -2واضح تشخیص دهند.  طوربهرا بدون ملاحظات فیزیکی 

های ورودی حاوی نویز و خطاهای حتی زمانی که داده

توانند می هاآن -3کنند. ی کار میخوببهگیری باشند، اندازه

ها سازگار شوند تا شرایط در حال حلدر طول زمان با راه

های ذاتی دارای سایر ویژگی هاآن -4تغییر را جبران کنند. 

پردازش اطلاعات هستند و پس از انجام آموزش بر روی 

 (. 17باشند )ی قابل استفاده میراحتبههای ورودی، داده

داده  یهاروش است نشان دادهبا توجه به اینکه نتایج 

 یدارا یمصنوعی عصب یهامحور بر اساس کاربرد شبکه

در اعتماد  قابلی نیبشیپ نهیدر زم خوبی یهاتیقابل

 تیحاضر با توجه به ماه پژوهش در(. 4) خشکسالی هستند

مدل و  SARIMA مدل از ،بارش یزمان یهایسر یرخطیغ

 
1 SARIMA: Seasonal  Autoregressive Integrated Moving  -  

Average 
2 AIC: Akaike Information Criterion 
3 Artificial Neural Network 
4 FNNs: Feed-Forward Neural Network 

پرسپترون (، مدل FNNs) 4خورشیپی شبکه عصب

 6های یادگیری افراطی( و مدل ماشینMLP) 5چندلایه

(ELM )جی. نتاشدخشکسالی استفاده  وقوع ینیبشیپ یبرا 

 یقابل قبول ییگفت از کارآ شیپهای مدل نشان داده است

 برخوردار هستند ی بارشزمان یهایسری نیبشیدر پ

مجزا در مناطق و  طوربههایی که در بررسی(. 18)

 دیتأکها را کارایی این مدل شدهانجامهای مختلفی مقیاس

 هایها نسبت به سایر مدلبینی این مدلقابلیت پیشو 

، 50، 37، 33، 32، 23، 13، 12قرار است ) دیتائدیگر مورد 

57 ،61 .) 

قابلیت  زمانهم طوربهای مطالعه که آنجا از

را در منطقه  ELM و SARIMA  ،FNN، MLPهایمدل

اصفهان  همدیدی خشک بیابانی ایستگاهخشک و نیمه

این  شدهینیبشیپهای مورد بررسی قرار دهد و از داده

های زمانی در مقیاس ZSIرا با شاخص  خشکسالیها، مدل

مختلف مورد بررسی قرار دهد پژوهشی انجام نشده است، 

 خشکسالیبارش و  ینیبشیپلذا ضرورت این پژوهش در 

عامل مهم و  عنوانبهدر ایستگاه همدیدی اصفهان 

 یمنف یامدهایپ و کاهشمنابع آب  تیریمد در رگذاریتأث

 مشخص گردید. هدف ازمنطقه مورد مطالعه  یاتیح

 هایوهش حاضر مقایسه و ارزیابی قابلیت مدلپژ

SARIMA ،FNN، MLP و ELM بینی بارش برای پیش

ترین مدل برای باشد. مناسبایستگاه همدیدی اصفهان می

کمترین مقادیر  بر اساسسال آینده  5بارش  بینیپیش

(، میانگین RMSE)7شاخص جذر میانگین مربعات خطا

 مطلق قدر میانگین( و MASE) 8مجذور خطای مطلق

انتخاب شد. سپس با استفاده از شاخص ( MAE) 9خطاها

ZSI 12، 9، 6، 3های زمانی در مقیاس خشکسالی، شدت 

ارزیابی شد. تا بتوان با استفاده از نتایج  ماهه 24و  18، 

 مدیریتی هایتوسعه روش گامی در مسیرپژوهش حاضر 

مدیریت  و خشکسالی ایجاد از برای جلوگیری آب منابع

 .بهتر آن در آینده انجام داد
 

5 MLP: Multi-layer Perceptron 
6 ELM: Extreme Learning Machines 
7 RMSE: Root Mean Squared Error  
8 MASE: Mean Absolute Square Error 
9 MAE: Mean Absolute Error  
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 مواد و روش ◼

 بررسیمورد  ۀمنطق

 عرض جغرافیایی مختصات در اصفهان ایستگاه همدیدی

 51° 70´ 17"شمالی و طول جغرافیایی  15° 32´ 43"

متوسط  بارندگی و ارتفاع (. میانگین1)شکل  دارد شرقی قرار

و،  mm/y 120 ترتیب برابربه اصفهانسنجی ایستگاه باران

m1550 (. استان اصفهان دارای 45باشد )می دریا سطح از

 استپی، بیابانی،نیمه اقلیم شامل اقلیمی زیر منطقه پنج

(. 30های خشک است )جنگل و های مرتفعکوه استپی،نیمه

خشک و در منطقه حاضر  مورد بررسی پژوهش منطقه

های مقاوم بیابانی واقع شده، در این منطقه برخی گونهنیمه

به خشکی استقرار دارند مناطق پست این منطقه را اراضی 

 (.45)دهد شور تشکیل می

 ایستگاهخشکسالی  بینیپیش برایحاضر  پژوهش در

ماهانه برای دوره  های بارشاز داده اصفهان همدیدی

شده  اخذ کشور هواشناسی سازمان که از 2020تا  1990

ها به روش (. ابتدا آزمون همگنی داده35بود استفاده شد )

که یکی از  1تستران یا میانگین حول آزمون گردش

همگنی  تأیید برای غیرنموداری هایآزمون نیترمتداول

 شد. محاسبه R افزارنرم ( در46هاست )داده

 

 روش انجام پژوهش

 (ZSI) یا استاندارد معیارشاخص 

ایستگاه مورد برای  ZSI در این پژوهش از شاخص

، در ساله 30بر پایه آمار بلندمدت بارندگی  مطالعه

ماهه، ره سههای زمانی مختلف نظیر یک دومقیاس

مراحل محاسبه شاخص  شد.ماهه و غیره استفاده شش

 :(21) باشدصورت زیر میمعیار استاندارد به

های بارندگی مرتب نمودن سری زمانی داده -1

 صورت صعودی.به

تعیین میانگین و انحراف استاندارد سری زمانی  -2

 ها.داده

تعیین شاخص معیار استاندارد برای هر یک از  -3

 .های آماریدوره

 1( از رابطه ZSI) معیار استانداردشاخص برای محاسبه 

میانگین بارش  �̅�، بارش دورهزان می 𝑋𝑖استفاده شد که 

 (.8است ) در هر مقیاس زمانی شانحراف معیار بار Sدوره، 

بـرای بیـان شـدت  ZSI بندیهدامنـه تغییـرات و طبقـ

 .شده است ارائه 1 خشکسالی در جدول

(1) 𝑍 =
𝑋i − �̅�

𝑆
 

 
 استان اصفهاندر همدیدی اصفهان  ایستگاه جغرافیایی . موقعیت1شکل 

 
1 Run Test 
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 ZSI (8.) شاخص بر اساس خشکسالی ندیبطبقه .1 جدول

 (ZSI) استانداردشدهشاخص معیار  طبقات شدت خشکسالی

 صفر تا +1 نرمال

 صفر تا -1 خشکسالی ضعیف

 -1تا  -5/1 متوسطخشکسالی 

 -5/1تا -2 خشکسالی شدید

 -2کمتر از  بسیار شدیدخشکسالی 

 

 مدل آماری

 SARIMAزمانی  سری مدل

 هایمدل میان از بارش هایداده بینیپیش منظوربه

 گردید. استفاده SARIMAمدل  زمانی، از مختلف سری

 صورتبه اختصاربه SARIMA فصلی عمومی هایمدل

SARIMA(𝑝, 𝑑, 𝑞)(𝑃, 𝐷, 𝑄)𝑆 شوند کهمی داده نمایشs 

,𝑝) و فصلی مؤلفه 𝑑, 𝑞) غیرفصلی مدل و معرف بخش 

(𝑃, 𝐷, 𝑄)𝑆  (:9( )2معرف بخش فصلی مدل است )رابطه 

(2) Φ𝑃(𝐵𝑆)𝜙𝑃(𝐵) 𝑆
𝐷

 
𝐷

𝑋𝑡 = Θ𝑄(𝐵𝑆)𝜃𝑞(𝐵)𝑎𝑡 , 

فرایند  taمشاهدات متوالی سری زمانی و tXکه در آن

𝐵𝑑𝑋1 و 1نوفه سفید = 𝑋1−𝑑، 𝑑
𝑋1 = (1 − 𝐵)𝑑𝑋1 و

𝑠𝑋1 = 𝑋1 −  𝑋1−𝑆همچنین 𝜙𝑃(𝐵)  و𝜃𝑞(𝐵)  به

وpاز درجه غیرفصلی MAوARیهایاچندجملهترتیب 

q  برحسبB  وΘ𝑃(𝐵𝑆)  وΘ𝑄(𝐵𝑆)  نیز به ترتیب

 QوPاز درجه فصلی MAو ARیهایاچندجمله

 (:4و  3هستند )رابطه  𝐵𝑆برحسب

(3) 𝜙𝑃(𝐵) = 1 − 𝜙1𝐵 − ⋯ − 𝜙𝑃𝐵𝑃 , 
𝜃𝑞(𝐵) = 1 − 𝜃1𝐵 − ⋯ − 𝜃𝑃𝐵𝑃. 

(4) Φ𝑃(𝐵𝑆) = 1 − Φ1𝐵𝑆 − ⋯ − Φ𝑃𝐵𝑃𝑠, 
Θ𝑄(𝐵𝑆) = 1 + Θ1𝐵𝑆 − ⋯ − Θ𝑄𝐵𝑄𝑠. 

p  غیرفصلی،  همبستهخود درجهd  درجه

درجه  Pدرجه میانگین متحرک غیرفصلی،  qگیری، تفاضل

 
1 White Noise 

درجه  Qگیری فصلی، درجه تفاضل Dفصلی،  خود همبسته

 (.51، 39، 38طول فصل است ) sمیانگین متحرک فصلی، 

 مدل، شناسایی: مرحله چهار ،مدل این ساخت برای

 گیرد انجام باید بینیپیش و الگو ارزیابی درستی الگو، برازش

(30.) 

 مدل چندینبرای شناسایی و برازش بهترین مدل، 

SARIMA افزاربا استفاده از نرم متفاوت هایمرتبه باR   به

ر اطلاع معیا توسط مدل ترینمناسب وها برازش داده

انتخاب شد.  (5( )رابطه BIC) 2اطلاع بیزی معیار وآکائیک 

است   AICداشتن کمترین مقدارمعیار انتخاب بهترین مدل 

 (.34( )6)رابطه 

(5) AIC =  𝑛 (𝑙𝑛 (
2𝜋𝑅𝑆𝑆

𝑛
) + 1) + 2𝑚, 

(6) BIC =  𝑛 (𝑙𝑛 (
2𝜋𝑅𝑆𝑆

𝑛
) + 1) + 𝑚 ln(𝑛), 

)مشاهدات،  تعداد n هاآن در که )m p q P Q= + + + 
 مجموع مربعات  RSSمدل و شده برآورد پارامترهای تعداد

 (.52) باشدمی موردنظر باقیمانده

 

 ی عصبی مصنوعیهاشبکهمدل 

 (FNNs) خورشیپی شبکه عصبمدل  - 1

مدل شبکه  که نوعی خورشیپ عصبی شبکه مدل

ی است نیبشیاهداف پ یبرا هیسه لاعصبی مصنوعی با 

 . (37( )3)شکل 

2 BIC: Bayesian Information Criterion 
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 (37) هیسه لابا  FNN یک شبکه .2شکل 

 

 :نشان داده شده است 7طور که در رابطه همان

(7) 𝑆𝑗 = ∑ 𝑊𝑖.𝑗𝐼𝑖 + 𝛽𝑖

𝑛

𝑖=1

 

 ijW ی ورودی است، هانورونتعداد کل  n که در آن،

 وزن بایاس است  jβ و  j به نورون jI وزن اتصال ارتباط

ها را اضافه ضرب ینورون مصنوع ایسپس گره  .(16)

نمونه  یفرستد، برایتابع انتقال م کیکند و جمع را به یم

 (:8است )رابطه ارائه شده  دیگموئیتابع س

(8) 𝑓𝑗(𝑥) =
1

1 + 𝑒−𝑋
 

 (:9)رابطه   jنورون  یخروج

(9) 𝑦𝑗 = 𝑓𝑗(∑ 𝑊𝑖𝑗𝐼𝑗 + 𝛽𝑗

𝑛

𝑖=1

) 

شبکه  یهامجموعه وزن ،یپس از ساخت شبکه عصب

با  ندیفرا نیشود. ایم مینظر تنظمورد جینتا یبیبه تقر

ها تا انطباق وزنه یبرا ینیتمر خوارزمیکاز  گیریبهره

 (.16د )شخطا برآورده شود انجام  یارهایکه مع یزمان

 

 (MLP) پرسپترون چندلایهمدل  -2

 ،یورود هی( شامل لاMLP) پرسپترون چندلایه مدل

با  MLPشبکه  کی (.47) است یخروج هیپنهان، و لا هیلا

 یبرخ دارایکه است  یاشبکه، پنهان واحد هیلا کی

)شکل  شوندیها به هم متصل مهیلا نیاست که ب ییهاوزنه

 قیپرسپترون از طر هیشبکه چندلا یخروج ری. مقاد(3

 محاسبه شد. ریمراحل ز
 

 
 (55با یک لایه پنهان واحد ) MLP یک شبکه .3شکل 
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 (10در رابطه ) ریصورت زها بهابتدا مجموع وزن

 :(55) دشمحاسبه 

(10) 𝑆𝑗 = ∑ 𝑤𝑖𝑗𝑥𝑖 + 𝛽𝑖 .

𝑛

𝑖=1

 

وزن بین متغیر  𝑖𝑗𝑤 متغیر ورودی است، 𝑖𝑥که در آن 

 وزن بایاس متغیر ورودی است. 𝑖𝛽 و  ,jو نورون  𝑖𝑥ورودی 

های پنهان از مقادیر ها در لایهدوم، مقادیر خروجی نورون

(( با استفاده از یک تابع 10دریافتی جمع وزنی )معادله )

یک انتخاب رایج از چنین تابعی یک  شد.سازی تولید فعال

 محاسبه شد: 11تابع سیگموئید به شرح رابطه 

(11) 𝑓𝑗(𝑥) =
1

1 + 𝑒−𝑠𝑗
. 

مجموع  𝑗𝑆 و 𝑗 تابع سیگموئید برای نورون 𝑗𝑓 که در آن

 12رابطه  صورتبه  𝑗خروجی نورون  تیدرنهااست. ها وزن

 :شدمحاسبه 

(12) 𝑦𝑗 = ∑ 𝑤𝑖𝑗𝑓𝑗 + 𝛽𝑗

𝑛

𝑖=1

. 

وزن بین متغیر  𝑗 ،𝑖𝑗𝑤خروجی نورون  𝑗𝑦 که در آن

  𝛽 ، و𝑗سازی نورون تابع فعال 𝑗، 𝑗𝑓و نرون  𝑖𝑦خروجی 

 (.55بایاس است ) خروجی متغیر

 

 (ELM) های یادگیری افراطیمدل ماشین -3

مدل دیگری که در این پژوهش استفاده شد مدل 

( است. تئوری بنیادی ELMهای یادگیری افراطی )ماشین

نمونه ورودی مجزای  Nکند که برای بیان می  ELMمدل 

نگر تک شبکه عصبی پیش ،nR × nR ∈  (k, y kx)دلخواه 

 gگره پنهان و یک تابع  Mبا ( SLFNs)لایه استاندارد 

الگو ساختار  (.12تعریف شده است ) 13ساز در رابطۀ فعال

 .ددهینشان م 4شکل در  ELM شبکه نگرمکان

(13) 𝑦𝐾 = ∑ 𝛽𝑖𝑔(𝑥𝐾 . ∶ 𝑐𝑖 . 𝑎𝑖 )

𝑀

𝑖=1

 K = 1,2,3,3, . . , N 

Ciکه در آن   ∈ R  افتهیصیتخصمقدار تصادفی i  امین

wiگره پنهان و  ∈ R طوربهیافته وزن ورودی تخصیص 

های ورودی امین گره پنهان و گره iاتفاقی بردار اتصال 

ام را به گره  iبردار وزنی است که گره پنهان  βiاست. 

 کند. خروجی وصل می

)i, wi; ckg (w  خروجیi ام گره پنهان است، با توجه به

های تصادفی به گره طوربه. هر ورودی kx نمونه ورودی

یابد. بنابراین از معادله اختصاص می ELMپنهان در شبکه 

 زیر رسید: 16و  15توان به معادلات می 14

 

 
 (13پنهان )با یک لایه  ELM یک شبکه  .4شکل 
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(4) Hβ = Y 

(5) 
H

= [
𝑔(𝑥1. ∶ 𝑐1. 𝑎1 ) … 𝑔(𝑥1. ∶ 𝑐𝑀. 𝑎𝑀 )
𝑔(𝑥𝑁. ∶ 𝑐𝑖 . 𝑎𝑖 ) … 𝑔(𝑥𝑁. ∶ 𝑐𝑀. 𝑎𝑀)

]
𝑁×𝑀

 

(6) Hβ = (β1
𝑇β2

𝑇 . … . β𝐿
𝑇)𝑚×𝑀

𝑇  

  به قرار زیر است: 17( از رابطه  Yو خروجی )

(17) Y = (t1
𝑇t2

𝑇. … . t𝐿
𝑇)𝑚×𝑀

𝑇  

 

های حداقل مربعات حلهای خروجی با یافتن راهوزن

آمد که مطابق  دستبهالذکر های خطی فوقبرای سامانه

 محاسبه شد: 18رابطۀ 

(18) β = H+Y 

 پنروس_یافته موورمعکوس تعمیم  H+که در آن 

های ورودی و مقادیر است و وزن Hلایه پنهان  ماتریکس

های خروجی تصادفی انتخاب شد، و وزن طوربهپنهان 

 (.12)تحلیلی و آنالیز شده تعیین شدند  صورتبه

 
 بینیپیش
های بارش مربوط به ارزیابی مدل، داده منظوربه

را به دو بخش آموزش یا  2020-1990های آماری سال

2020- 2و آزمون یا اعتبارسنجی 2017-1990 1واسنجی

های قسمت آموزش برای تقسیم شدند و و از داده 2017

برازش مدل استفاده نماییم. ابتدا با استفاده از این مدل 

بینی کردیم های قسمت آموزش را پیشبرازش شده، داده

های آزمون به مقایسه (. سپس با استفاده از داده6)شکل 

ها ها و دادهبا استفاده از مدل شدهینیبشیپمقادیر 

-11و نمودارهای سمت راست شکل  7پردازند )شکل می

8( )32 ،41.) 

 
1 Train 
2 Test 

 ارزیابی معیارهای

تر کفایت مدل برازش شده در پایان برای بررسی دقیق

های واقعی( از دیگر بینی مقادیر )دادهبرای پیش

خطاها  مطلق قدر های ارزیابی مانند میانگینشاخص

(MAE( میانگین مجذور خطای مطلق ،)MASE)  و شاخص

( استفاده شد، مقادیر RMSEجذر میانگین مربعات خطا )

ها نشان از بهتر بودن مدل دارد )روابط کمتر این شاخص

21 - 19( )41 ،57).  

(19) MAE =
1

𝑛
∑|𝑦

𝑡
−  𝑓

𝑡
|

𝑛

𝑡=1

, 

(20) 

MASE

=
1

𝑛
∑ (

|𝑦𝑡 − 𝑓𝑡|

1
𝑛 − 1

∑ |𝑦𝑡 − 𝑓𝑡−1|𝑛
𝑡=2

) ,

𝑛

𝑡=1

 

(21) RMSE = √
1

𝑛
∑|𝑦𝑡 − 𝑓𝑡|2

𝑛

𝑡=1

, 

 

بینی ومقادیر پیش tfای،مقادیر مشاهده tyآنکه در 

n(.53باشد )تعداد مشاهدات می  

 میانگین مانند (AEMمطلق ) خطای معیارهایهرچند 

( و MSE)3خطاها مربعات میانگین MAE خطاها مطلق قدر

RMSE هستند مدل کیفیت بررسی برای مهمی معیارهای 

 این ولی باشدمی صفرها آن برای متصور مقدار بهترین و

 استفادهها آن ازوفور به مقالات در اینکه علیرغم معیارها

 . باشندمی زیر عیوب دارای شودمی

 معیار به بودنشان وابستهها آن ترین عیباولین و اصلی

 از بارش گیریاندازه واحد تغییر با یعنی است، گیریاندازه

 عیب. داد کاهش را RMSE مقدار توانمی اینچ به مترمیلی

مقدارهای پرت  ریتأث تحتشدت به که است اینها آن دیگر

 یک داری هاداده اگر یعنی. هستند مشاهدها در )حدی(

 عمل در که حالتی باشند، بزرگ داده نوع از پرت نقطه

 استناد به مدل بودن نامناسب از باید آیدمی پیش بیشتر

 از باید دلیل همین کرد. به اجتناب RMSE بودن بزرگ

3MSE: Mean Square Errors 
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 وابسته گیریاندازه واحد به که کرد استفاده معیارهایی

 درصد مطلق قدر میانگینها آن ترینمعروف که نیستند

های ضعف داری نیز آن البته که ( استMAPEخطا )

 برای فقط معیار نمونه این عنوانبه است.خود  مختص

 یعنی) نسبتی مقیاس با شده گیریاندازه هایداده

 دیگر و است استفاده قابل( دارند واقعی صفر که هاییداده

 از بیش شدهینیبشیپ مقادیر وقتی برای معیار این اینکه

 از کمتر مقادیر این وقتی به نسبت هستند واقعی مقدار

 گیردمی نظر در بیشتری جریمه هستند، واقعی مقدار

(25.) 

 

 و بحث نتایج ◼

همدیدی اصفهان  سازی سری زمانی برای ایستگاهمدل

انجام شد. بهترین مدل  2017-1990با طول دوره آماری 

 بررسی انتخاب شده است. در AICبه معیار  توجه با

 اطلاعاتی معیار یریکارگبه و زمانی سری مختلف هایمدل

 بالای با توجه قابلیت SARIMAسری زمانی  آکائیک،

 بینیسری زمانی جهت پیش بهترینعنوان به سازیمدل

باشد که با نتایج اصفهان میایستگاه همدیدی  ماهانه بارش

( و سطح ایران 10در حوزه سلماس ) شدهانجامهای پژوهش

باشد. همچنین برای ارزیابی عملکرد ( مشابه می34)

 BIC ،RMSE ،MAE، از معیارهای شدهانتخاب بهترین مدل

 یمشابه (. نتیجه2نیز استفاده شده است )جدول  MASE و

 (.15است ) آمده دستبه پژوهشگران سایر نیز توسط

مدل  بر اساسده برازش ش برای بررسی کفایت مدل

SARIMAها برای ایستگاه همدیدی ، ارزیابی باقیمانده

ی دهندهنشان(، که 5اصفهان گزارش شده است )شکل 

های ی مدل برازش شده به دادههادرماندهعدم همبستگی 

 باشد. نتایج مذکور، با نتایج پژوهشاین ایستگاه می

 ( مشابه است.58در استان گلستان ) شدهانجام

 

 
ها، )ج(: ماندهباقی از %95 همراه فاصله اطمینان یخودهمبستگ، )ب(: نمودار استانداردشده هایماندهباقی )الف(: نمودار .5شکل 

 ایستگاه اصفهان باکس -آزمون لیونگ  معناداری مقادیر نمودار



 36تا  15 صفحات، 1401بهار ، اول شمارهسال دهم، ، بيابان مديريت نشريه 25

 

 

 

 های عصبی مصنوعیهای آماری و شبکهمقایسه و ارزیابی مدل

 هایمدل مقایسه نتیجۀمنظور به پژوهش حاضر در

SARIMA ،FNN، MLP و ELM بارش بینیپیش برای 

بارش ماهانه دوره  هایداده همدیدی اصفهان از ایستگاه

 خروجی عنوانبه انجام شد. Rافزار با نرم 2020تا  1990

 ایستگاه در بارش ورودی پارامتر به توجه با هامدل در

از  %20آموزش و  عنوانبهها از داده %80ی، موردبررس

 یعیوس که گستره ،یصورت تصادفبهآزمون  عنوانبهها داده

 در مهم ( نکته31شد ) انتخابها را پوشش دهد، از داده

 قبل هاداده سازینرمال عصبی مصنوعی هایشبکه آموزش

 استان کهنیبا توجه به ا باشد.ها میمدل در استفاده از

کشور محسوب بیابانی و نیمه جزء مناطق خشک اصفهان

دیگر و  شدید بارش از سالی به سال هایشود، نوسانمی

 .باشدهای مختلف یک سال کاملاً مشهود میی در ماهتح

ها تبع آن پراکندگی زیاد دادهشدید بارش و به هاینوسان

و به پیچیدگی در فرایند آموزش و توانایی مدل شد  منجر

برای دوری (. 54) دهدکاهش می رادقت و سرعت شبکه 

ها برای سان کردن ارزش دادهاز چنین شرایطی و ب یک

که این کار مانع از  شدانجام های دادهسازشبکه، نرمال

ها و سبب جلوگیری از اشباع وزن کوچک شدن بیش از حد

 ی زمانی کهسازنرمال (62) گرددها میزودهنگام نرون

 آموزش به زیادی کمک باشد زیاد هاورودی تغییرات دامنه

برای ورود ها سازی دادهکند، نرمالمی مدل ترسریع و بهتر

 (. 22انجام شد )رابطه به شبکۀ عصبی مصنوعی 

(22) 𝑥𝑛 =
𝑥𝑜 − 𝑥𝑚𝑖𝑛

𝑥𝑚𝑎𝑥 − 𝑥𝑚𝑖𝑛
 

 𝑥𝑚𝑖𝑛و  لیهی اواهداده 𝑥𝑜 ،های نرمال شدهداده 𝑥𝑛که 

 هددهای اولیه را نشان میکمینه و بیشینه داده 𝑥𝑚𝑎𝑥 و

(54.) 

های آموزش بهترین با استفاده از داده Rافزار در نرم

برازش  ELM و SARIMA  ،FNN، MLPهایمدل برای مدل

بهترین مدل  RMSEو  MASE ،MAEداده شد که مقادیر 

در (. 6-9( )شکل 2برازش داده شده مشخص شد )جدول 

مرحلـۀ بعـد، سـاختار مناسـب شـبکۀ عـصبی، تـابع 

 ،هـای پنهـانهـا، تعـداد لایـهنـرونمحرک، تعـداد 

سـپس، برای . دشهای ورودی و خروجی انتخـاب لایه

شبکه پس از سعی و خطای  هایتعیین بهترین ورودی

فراوان، ساختاری با استفاده از میانگین بـارش سالیانه برای 

 (.33) بینی بارش سالیانه انتخاب شدپیش

 
 ایستگاه همدیدی اصفهان در ی آموزشهادادهمربوط به  بینیپیش خطای ارزیابی و معیارهای شده برازش مدل . بهترین2 جدول

 AIC BIC RMSE MAE MASE مدل ردیف

1 SARIMA)1،0،0()2،0،0(12 73/2664    91 /2683 52 /12 15 /9 87 /0 

2 FNN  -  - 33 /0 33 /0 02 /0 

3 MLP  -  - 42 /3 22 /2 24 /0 

4 ELM  -  - 30 /12 69 /8 82 /0 

 

 
  SARIMAهای آموزش با استفاده از مدلبهترین مدل برازش شده با داده .6شکل 
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 FNN های آموزش با استفاده از مدل. بهترین مدل برازش شده با داده7شکل 

 

 
 MLP های آموزش با استفاده از مدلداده. بهترین مدل برازش شده با 8شکل 

 

  
 ELM های آموزش با استفاده از مدل. بهترین مدل برازش شده با داده9شکل 

 

های مدلهای آزمون از از داده یسازمنظور مدلبه

 ELM و FNN، MLPو غیرخطی  SARIMAتصادفی خطی 

 متفاوت استفاده شد یهانرون تعداد پنهان و با یهابا لایه

، 2017– 2020های آزمون و بهترین مدل با استفاده از داده

ها برازش داده شد. در نهایت مقایسه و مدلبرای هریک از 

های برازش شده در بین ارزیابی عملکرد بهترین مدل

کمترین  بر اساس ELM و SARIMA  ،FNN، MLPهایمدل

(. با 3انجام شد )جدول  RMSEو  MASE ،MAEمقادیر 

 خورشیپبی شبکۀ عصتوجه به نتایج پژوهش حاضر، مدل 

(FNNs )نیز مشابه مدل برتر انتخاب شد. نتایج  عنوانبه

(. 57، 43، 32است ) آمده دست به پژوهشگران سایر توسط

،  SARIMAهایبارش مدل بینیپیش با انطباق نمودارهای

FNN، MLP و ELM  بهترین مدل برازش شده  واسطهبهکه

 همدیدی ایستگاه 2017 - 2020های آموزش بر داده

های برازش شده مورد مدل آمد، کفایت به دستاصفهان 

 (.10ارزیابی قرار گرفت )شکل 
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  اصفهان یدیهمدایستگاه  آزمون در هایارزیابی با داده معیارهای بر اساسهای آماری و شبکه عصبی مصنوعی . مقایسه مدل3جدول 

 RMSE MAE MASE مدل ردیف

1 SARIMA 74 /12 31 /9 88 /0 

2 FNN 47 /0 35 /0 03 /0 

3 MLP 33 /4 93 /2 28 /0 

4 ELM 44 /12 80 /8 83 /0 

 

 
 در ایستگاه همدیدی اصفهان ELMو   SARIMA  ،FNN ،MLPی هامدلبینی . انطباق نمودارهای ارزیابی کفایت پیش10شکل 

 

برازش شده  توسط بهترین مدل شدهینیبشیپمقادیر 

(. 11-18 ها مشخص شد )شکلبرای هر یک از مدل

 بارش برای بینیمعرف پیش 17و  15، 13، 11نمودارهای 

و  16 ،14، 12و نمودارهای  2021 - 2025سال آینده  5

های آزمون بینی مقادیر دادهمعرف قابلیت مدل در پیش 18

 است. 2017 – 2020

 
 SARIMAمدل  بابرای ایستگاه اصفهان  بینی بارشپیش. 11 شکل

 

 
 SARIMAاصفهان با مدل ایستگاه  بارش بینیارزیابی کفایت پیش .12 شکل
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 FNNبرای ایستگاه اصفهان با مدل  بینی بارشپیش. 13 شکل

 

 
 FNNاصفهان با مدل ایستگاه  بارش بینیارزیابی کفایت پیش .14 شکل

 

 
  MLPبا مدل برای ایستگاه اصفهان بینی بارشپیش. 15 شکل

 

 

 MLPاصفهان با مدل ایستگاه  بارش بینیارزیابی کفایت پیش .16 شکل
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 ELMبا مدل  برای ایستگاه اصفهان بینی بارشپیش. 17 شکل

 

 
 ELMاصفهان با مدل ایستگاه  بارشبینی ارزیابی کفایت پیش .18 شکل

 

نیز مشخص شد که استفاده از حاضر  پژوهش در

های داده ینیبشیپ یبرا ELM و FNN، MLPهای مدل

 جینتاهمچنین  مفید بوده است. خشکسالی وقوعبارش و 

 یدارا یمصنوعی عصب یهاکاربرد شبکه نشان داده

ی زمان یهایسری نبیشیپ نهیدر زم خوبی یهاتیقابل

، 10، 4، 1)باشند سال آینده می 5برای خشکسالی و  بارش

توان عصبی می هایشبکه(. از مزایا و معایب 61، 40، 18

 به موارد زیر اشاره کرد:

 خورشیپ عصبی شبکهاستفاده از  یاصل یایمزا

 تواندمیها را از مجموعه داده یادیاند از: حجم زعبارت

روابط  یضمن صیتشخ ییتوانااین مدل کند.  تیریمد

را دارد وابسته و مستقل  یرهایمتغ نیب را دهیچیپ یرخطیغ

تمام تعاملات ممکن  صیتشخ ییتواناهمچنین این مدل  و

این مدل  بیمعا دارد.نیز را  ینیبشیپ یرهایمتغ نیب

 ماهیت و بیشتر محاسباتی بار ،«سیاه جعبه» شامل: ماهیت

 باشد.می مدل توسعه تجربی

 چندلایه پرسپترون از مدل استفاده یاصل یایمزا

 ،یرخطیغ دهیچیپ یهامدل یاستفاده برا قابل: اند ازعبارت

بالا و حجم با  یهاداده یعملکرد مناسب برادارای 

کم  ی با حجمهاهمچنین دقت زیاد برای محاسبه داده

هرکدام از  یوابستگ این مدل شامل: معایب مدل. باشدمی

از  ،ستیمشخص ن بستهوا یرهایمستقل به متغ یرهایمتغ

 است. دهیچیپ اریآن بسو تشخیص دقیق محاسبه  طرفی

 یادگیری هایماشین مدلاستفاده از ی اصل یایمزا

نگر تمام این است که بر خلاف شبکه عصبی پیش افراطی

های های پنهان و وزنپارامترهای این مدل نظیر مقادیر لایه

 تیظرفو همچنین ورودی نیاز به تنظیم قبلی ندارند 

دارد. این  یرخطیغ یقیپردازش تطب آن در فردبه منحصر

های شبکه مدل دیگرنسبت به  مدل نیا یبرتر موجب

 نیمدل ا نیاعیب  نیترمهم(. 12)باشد عصبی سنتی می

در این مدل هنگام برازش  نکهیاست که با توجه به انکته 

استفاده  یرده و پنهان کم نییپا هایگرهل از بهترین مد

 .داردمدل را مشکل برازش اما  کندیم

استان اصفهان جزء مناطق خشک و  که آنجا از

های گردد و از دیگر سو در سالبیابانی محسوب مینیمه

ی اقلیمی، هیدرولوژیک، کشاورزی هاخشکسالیاخیر انواع 



 30  ...ی نيبشيپ برای یو هوش مصنوع یآمار یهامدل یقيتطب یابيارز

 

 

لذا  ؛ه استش ایجاداجتماعی در منطقه  -یاقتصادو 

و ارزیابی آن در این منطقه لازم  خشکسالیبینی وقوع پیش

گیری از مدل با بهره ژوهشپدر این باشد. و ضروری می

( مقدار بارش برای دورۀ FNNs) خورشیپبی شبکۀ عص

بینی شد. استفاده از پیش 2025-2021 سالهپنجآماری 

های در مقیاس ZSI شاخص خشکسالیو  DIP افزارنرم

ماهه، 12ماهه، 9ماهه، 6ماهه،  3زمانی مختلف )ماهانه، 

طی  خشکسالیماهه( شدت و مدت  48ماهه و 24ماهه، 18

 (. 19محاسبه شد )شکل  2025-2021دورۀ 

بینی در راستای انتخاب شاخص برتر برای پیش

خشکسالی در ایستگاه همدیدی اصفهان، قابلیت 

 ،2استاندارد شده بارش ،1بارندگی نرمال های درصدشاخص

براساس  5اصلاح شده چینی Z و 4چینی Z ،3استاندارد معیار

در ده  2020-1990کمینه وقوع بارش در طی دوره آماری 

ایستگاه همدیدی استان اصفهان مورد بررسی قرار گرفت و 

 شاخص معیار استاندارد به عنوان شاخص برتر انتخاب شد.

ایستگاه اصفهان  خشکسالینمودارهای ارزیابی وقوع 

 ،3 های زمانی در مقیاس ZSI شاخص خشکسالیبراساس 

 باشد. می 19ماهه در شکل  24 ،18 ،12 ،9 ،6
 

 

 

 
های زمانی مختلف )الف(: اصفهان در مقیاس در ایستگاه ZSIشاخص با استفاده از  خشکسالیبینی وقوع . نمودار پیش19شکل 

ماهه، )ج(.  6 زمانی مقیاس در خشکسالیبینی وقوع ماهه، )ب(. نمودار پیش 3 زمانی مقیاس در خشکسالیبینی وقوع نمودار پیش

ماهه، )ه(.  12 زمانی مقیاس در خشکسالیبینی وقوع ماهه، )د(. نمودار پیش 9 زمانی مقیاس در خشکسالیبینی وقوع نمودار پیش

 ماهه 24 زمانی مقیاس در خشکسالیبینی وقوع ماهه، )و(. نمودار پیش 18 زمانی مقیاس در خشکسالیبینی وقوع نمودار پیش

 
1 PNPI: Percent of Normal Precipitation Index 
2 SPI: Standardized Precipitation Index 
3 ZSI: Z-Score Index 
4 CZI: China Z- Index 

5 MCZI: Modified Chinese Z - Index 

 

 الف

 ب

 ج
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 (الف) های زمانی مختلفمقیاساصفهان در  در ایستگاه ZSIشاخص با استفاده از  خشکسالیبینی وقوع . نمودار پیش19شکل ادامۀ 

ماهه، )ج(.  6 زمانی مقیاس در خشکسالیبینی وقوع ماهه، )ب(. نمودار پیش 3 زمانی مقیاس در خشکسالیبینی وقوع نمودار پیش

)ه(. ماهه،  12 زمانی مقیاس در خشکسالیبینی وقوع ماهه، )د(. نمودار پیش 9 زمانی مقیاس در خشکسالیبینی وقوع نمودار پیش

   ماهه 24 زمانی مقیاس در خشکسالیبینی وقوع ماهه، )و(. نمودار پیش 18 زمانی مقیاس در خشکسالیبینی وقوع نمودار پیش

 

 6 و ماهه 3 زمانی هایمقیاس در شدیدخشکسالی 

 زمانی هایمقیاس در و 2023 و 2021 یهاسال در ماهه

در ایستگاه همدیدی  2024 سال در ماهه 18 و ماهه 9

 در متوسطخشکسالی اصفهان رخ داده است. همچنین 

 ضعیفخشکسالی  و 2024 سال در زمانی هایمقیاس همه

 در ماهه 24 و ماهه 6 ماهه، 3 زمانی هایمقیاس در

  .است افتاده در این ایستگاه اتفاق 2025 و 2024 هایسال

های زمانی مربوط به مقیاس خشکسالیبیشترین شدت 

مربوط به  خشکسالیباشد و بیشترین تداوم مدت میکوتاه

ماهه بوده که  24ماهه و  18های زمانی بلندمدت مقیاس

در مجموع گیرد. ( دربر می2025تا  2023سال ) 2به مدت 

در  خورشیپ یشبکه عصب مدل نشان داد استفاده از جینتا

بینی شدت و و پیش ودهلی مؤثر ببینی خشکساپیش نهیزم

 مؤثر طوربههای زمانی مختلف در مقیاس خشکسالیمدت 

کنند تا ابزار آشکار می وضوحبهرا  خشکسالیوضعیت 

 تیریمدمفیدی برای جلوگیری این پدیده خطرناک و 

 منابع آبی باشد.

 

 گیرینتیجه ◼

 خشکسالی لازمه مدیریت منابع آب یهایشناخت ویژگ

 یاساس یازهایپایش خشکسالی از ن واکاوی و. است

محسوب  یو منابع آب یکشاورز یمدیریت یهایریزبرنامه

خشکسالی  یها. بدین منظور باید از شاخصشودیم

 از ییک (ZSI) معیار استاندارد. شاخص دشو استفاده

 خشکسالیهای کاربردی و مهم در ارزیابی شاخص

به  عددی ارزش اختصاص هدف با باشد کههواشناسی می

مورد استفاده قرار  اقلیمی، یعنی بارندگی فاکتور ترینمهم

شاخص به این دلیل که نواقص آماری را در  گیرد. از اینمی

کند و همچنین محاسبه ها قبول میبین سری داده

 سیبرر از (، استفاده شد. پس44، 36، 1تری دارد )ساده

های ورودی داده متغیر با سازیمدل در هامدل تمامی

 شهیرکمترین مقادیر معیار  بر اساسبارش، مدل برتر 

(، میانگین مجذور خطای RMSE)مربعات خطا  نیانگیم

( MAEخطاها ) مطلق قدر ( و میانگینMASEمطلق )

بی مصنوعی شبکۀ عصمدل نشان داد  جینتاانتخاب شد، 

برابر  MASE، 33/0برابر  RMSE ریمقادبا ( FNN) خورشیپ

 د

 و
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در جایگاه  بهترین مدل عنوانبه 22/0برابر  MAEو  02/0

 RMSE ریبا مقاد( MLP) پرسپترون چندلایهاول و مدل 

در  93/2برابر  MAEو  28/0برابر  MASE، 33/4برابر 

با ( ELMی )افراط یریادگی یهانیماشجایگاه دوم، مدل 

برابر  MAEو  83/0برابر  MASE ،80/8برابر  RMSE ریمقاد

با  SARIMAدر جایگاه سوم و مدل سری زمانی  44/12

 MAEو  88/0برابر  MASE، 74/12برابر  RMSE ریمقاد

 در جایگاه چهارم قرار گرفت.  31/9برابر 

ی نیبشیقادر به پ خورشیپبی مصنوعی شبکۀ عصمدل 

بیشترین حجم، با کمترین هزینه و خشکسالی در بارش و 

بینی باشد، لذا اگر این پیشترین زمان ممکن میدر کوتاه

 گرفت نیازمنددستی صورت می صورتبهها داده

پرهزینه و  یآزمایشگاه یکارهاهای فراوان با یریگاندازه

مدل  یبالا یریپذانعطافو  دقت نیهمچن .بود برزمان

 یاعث ایجاد برترب خورشیپبی مصنوعی شبکۀ عص

ی در این شبکه عصب هایمدلسایر  به نسبت یمحسوس

 (. 7)شده است  مطالعه

سال  5در  خشکسالیبینی شدت نتایج ارزیابی پیش

های زمانی شدید در مقیاس خشکسالیکه  آینده نشان داد

و در  2023و  2021ی هاسالماهه در  6ماهه و  3

، 2024ماهه در سال  18ماهه و  9های زمانی مقیاس

های زمانی در سال متوسط در همه مقیاس خشکسالی

ماهه،  3های زمانی ضعیف در مقیاس خشکسالیو  2024

اتفاق افتاده  2025و  2024های ماهه در سال 24ماهه و  6

 و بینی بارشپیش که نشان داد جیدرمجموع نتا است.

خصوص برای به آن متغیر ماهیت به توجه با خشکسالی

بیابانی منطقۀ خشک و نیمه وقوع در از قبل توجهقابل مدتی

 موجود هایاغلب روش و بوده دشوار بسیار کاری اصفهان

نیستند. اما در  قبول قابل این دقت بینی باپیش قادر به

 خورشیپعصبی  حاضر مشخص شد مدل شبکه پژوهش

 و مقدار مشخص به بارندگی وقوع بینیپیش انجام به قادر

که این  آینده بوده سال 5 در قبول قابل اطمینان ضریب با

شبکه  مدل استفاده از بر این موضوع دارد که دیتأکامر 

های همه مقیاس ZSIو محاسبه شاخص  خورشیپ یعصب

. بینی خشکسالی مؤثر باشدپیش نهیتواند در زمیمزمانی 

های در همه مقیاس خشکسالیشود که این امر موجب می

 زمانی را با وضوح بالاتری آشکار شود، 

در ایستگاه  خشکسالیبینی در پژوهش حاضر با پیش

 خشکسالیهای زمانی وضعیت اصفهان در همه مقیاس

کاهش  لیبه دل 2024و  2023،  2021های شدید در سال

سو از یک خشکسالیمشخص شد. وجود  وضوحبهگی بارند

اوری و جمعیت واسطه افزایش فنبه آب تقاضای افزایش و

آبی بحران کم این باشدضروری می دیگر طرف از در آینده

طور جدی مورد توجه در ایستگاه اصفهان به خشکسالی و

 اثرات کاهش جهت در تریاساسی و تدابیر گرفته قرار

 آورد. عمل به آتی هایسال درخشکسالی 

 حاکی حاضر، از پژوهش حاصل شایان ذکر است نتایج

 شرایط های هوش مصنوعی درزیاد مدل پذیریانعطاف از

های عاملموجب شده تا مدل همین باشد کهها میداده فقر

 و سازیشبیه در قدرتمند ابزاری عنوانبههوش مصنوعی 

توجه به نتایج قابل ها شناخته شوند. همچنین با بینیپیش

گیران امر برای شود تصمیمقبول این پژوهش، توصیه می

های مدیریت ریسک در منطقه و جلوگیری از وقوع اقدام

های جدی از نتایج این تحقیق بهره گرفته و استفاده بحران

 هواشناسی ذکر است که عوامللازم به این، بر نمایند. افزون

 ترتیببه باد سرعت و طوبتر دمای بیشینه، بارش، جمله از

باشند. ها میبینیپیش دقت در افزایش عوامل مؤثرترین از

گردد برای افزایش دقت و کارایی هر چه لذا پیشنهاد می

 طوربهگفت های هوش مصنوعی از عوامل پیشبیشتر مدل

زمان در محاسبات مورد استفاده قرار گیرد تا بستر و هم

بینی و ارزیابی عوامل اقلیمی و تری در پیشنتایج دقیق

  شود. ایجاد خشکسالیویژه هواشناسی به
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